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Uvod

* V tejto praci animovali basketbal pomocou
motion capture dat

e Pouzivali aj fyzikalne vlastnosti na realistickeé
prevedenie

e Tato metdda spracovava basketbalovy
kontrolér ako kombinaciu kontroly pohybu
a kontroly Casti paze.



Uvod 2

* Systém sa najskor nauci kontrolovat pohyb
a potom natrénuje kontrolu pazi

* Vie sa naucit rozne basketbalové triky ako :

e dribling medzi nohami aj krizne pohyby a vie
reagovat na interakciu pouzivatela



Prehlad systemu

klipy na snimanie pohybu ako vstup

riadiaca jednotka sa sklada z dvoch spojenych
componentov

komponent kontrolujuci paze

komponent kontrolujuci pohyblivost
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Kostra

mela kostra
cladd sa z pohyblivych a vnutornych kibov

racove ruky su namodelované s prstami
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Prsty
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(b) The flat hand pose (left) and the fist pose (right) used for computing the
target pose for hands.




Pohyby prstov

e systém kontroluje kazdu ruku pomocou troch
kontrolnych signalov

@ = {AThumb: Alndex: APinky }
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Kontrolné fragmenty

adanie ma spatnu

* Kazdy komponent na ovl

vazbu a ,,open-loop” kontrolovanu trajektoriu

Control Fragment

Feedback Policies

e AR
Ui

Open-loop Control Clips



Ucenie sa kontroly pohyblivosti

nrac vie kontrolovat loptu iba pocas velmi
kratkeho casu

houZiva sa kontrolny fragment dizky 0.05 s

ced' je nauceny komponent pre kontrolu
oohyblivosti je fixny pocas ucenia komponentu
controly pazi




Ucenie kontroly pazi

e pouziva optimalizaciu trajektorie na uspesné
vypocitanie ,,open-loop“ kontroly pazi

e ,open-loop” ovladanie pazi je cielené na
plece, laket a zapastie



Optimalizacia trajektorie

najdenie mnoziny korekénych kompenzacii,
aby hra¢ mohol Uspesne driblovat s loptou

frejmy, v ktorych sa lopta dotyka hracovej ruky
Teda urcité frejmy su ako ,,chackpointy”

Tu je vynuteny dotyk ruky s loptou

,Chackpointy” - body, kde lopta dosiahne
maximalnu vysku



Kontrola trajektorie 2

* Pre komplikované zrucnosti, dva takého body
* Jeden na zaciatku a druhy na konci otocky



Optimalizacné premenné

e mnozina M =1{H:}. Hi € {0.{L}.{R}.{L.R}}

* {x.x.tPouzijeme ich na opravu , open-loop*
segmentov na ovladanie pazi

e Xandxi Reprezentuju pouZité korekcie v tomto
poradi: pre lavu a pravu ruku

X = (gshoulder: Gelbow> Gwrist: ﬂfﬁﬂgerﬂ}



Optimalizacné premenné 2
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Ucenie linearnej stratégie kontroly

Stratégia kontroly pre paze
vazme stavovy vektor x ako vstup
vypocita akény vektor a = (x". x")

Stavovy vektor sa sklada zo sucasného
simulacného stavu s a indexu kontrolného
fragmentu k



Ucenie linearnej stratégie kontroly 2

* s zachytava stav hraca a lopty ako vektor:

$ = {Ppall, Pral. ). pj- di ¢, ¢, L}



Linearna regresia

* Na naucenie sa postupnej linearnej stratégie
kontroly budeme pouzivat linedrnu regresiu

mis, K) = Mps+ag,

* pomocou regresie nevieme kontrolovat
zlozitejsie driblingové triky

* linedrnu stratégiu kontroly budeme pouzivat
na inicializaciu hlbokého procesu ucenia.



Informacia o dotyku

* nas systém pocita priemernu polohu lopty
v kazdom kontrolnom fragmente
e aktualizuje informacie o dotyku

* tak aby vzdialenost medzi rukou a loptou bola
mensia ako 5 cm



Hlboké zosilnené ucenie

* Pouzivame ho aby sme dosiahli robustné
ucenie basketbalovych zrucnosti.

ALGORITHM 1: Learn Arm Control Policy Using DDPG
Input: control Iragments {Cp .}, k=1, ..., K and

associated linear control polices {{My, @)}
Input: starting states {5 } k; € {L..... K}
Result: arm control policy o
initialize ) +— @
initialize eritic network parameters 8 and actor network parameters
t
initialize target tunction H"‘:? — b, 0, — U,
initialize simulation with random starting state sg , set x + (s, k;)
fort«— 1.2 ... do

k— kix): // get the ‘k' component of x
if ¢ < Ni;: then
5+ 5(x); ff get the ‘s' component of x

compute action a = Mys + ag + £ and r = rix, a)
else
| compute action a = m{x; 0, ) + £, and r = rix, a)

emnd



Hlboké zosilnené ucenie 2

13 execute control fragment C. and observe x” « (s°, next(k))
14 store transition 7 = (x, a, r, x')in D

15 if t > Ny, then

16 sample a minibatch ol Npgeep transtions {r; } € D

17 compute target values y; = yit;; EE_?, &7 ) using Equation 13
18 update 6o by minimizing the loss function of Equation 12
19 update &, using the policy gradient of Equation 16

20 B +— (1 =08y + nlg

2 0 — (1= by + ni;

] end

>3 if ¥ € Xterm then

24 reset simulation to a random stating state sp,

25 x +— (5, k;)

26 else

27 x +— x'

28 end

29 end




Ucenie kontrolnych grafov

* Je to graf, ktorého uzly su kontrolné fragmenty

(a)



Inkrementalne ucenie

e systém sa uci kontrolu pazi pre kontrolny graf
inkrementalne

* Ak trénujeme necyklicky trik P

e systém skombinuje triky P a O do cyklického
pohybu (O+P)

(b)



Inkrementalne ucenie 2

* Pri hlbokom zosilnenom uceni najskor
natrénujeme nelinearnu korekcnu
kompenzaciu pre trik O

e pouzijeme kombinovany trik (O+P) na
natrénovanie necyklického triku P



Vysledky

* Nas hrac ma 1.8 m vazi 76 kg

e basketbalova lopta ma radius 11,93 cm a vazi
623.7 kg

» Systém vie bezat rychlejsie ako bezi redlny cas.



Cyklické zrucnosti
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Optimalizacia trajektorie

optimalizujeme pohybovu sekvenciu, v ktore;
hra¢ opakovane vykonava zrucnosti

Nrep = 100 cyklov.

Distribucia vzoriek algoritmu CMA-ES
(Covariance Matrix Adaption Evolution
Strategy)je inicializovana ako normalne
rozdelenie N(0.q2),

o 0=0.03 v prvom cykle
o _0=0.01 v dalsich cykloch



Optimalizacia trajektorie 2

e Konci ak
a) pocet iteracii je vacsi ako 1000
b) proces optimalizacie sa zastavi na 200 iteracii

c) priemernd vzdialenost medzi hra¢ovou rukou
a loptou mensia ako 1 cm pre (A — D)
respektive 2 cm pre E



Linearna stratégia kontroly.

e postup postupnej linearnej stratégie kontroly
pazi sa nauci z optimalizovanych pohybovych
sekvencii pomocou lin. regresie

* hra¢ moze opakovane mavat rukami stovky
krat pri prevedeni zrucnosti (A)

* Problém - nevieme vykonavat kontrolu nad
komplexnejsimi zruénostami (B — E)



Hlboké zosilnenie ucenia

* nelinearna stratégia kontroly paze s pouzitim
DDPG algoritmu

 Tato nelinearne stratégia kontroly pazi
umoznuje kontrolu pre triky B - E



Kontrolné grafy

* dva kontrolné grafy

* kazdy obsahuje jeden cyklicky a dva necyklickeé
triky

Table 2. Robustness of noncyclic skills in the learned control graphs.

control graph noncyclic skill success rate

| | dribbling between the legs 99 4%

in-place skills o bling behind the back 99, 6%
front crossover 98.1%

running skills .
5 Spin Crossover 95.7%




Robustnost trikov

* nechali sme hraca opakovane vykonavat
cyklicku aj necyklickd zruénost

* pravdepodobnost prechodu z cyklického na
necyklicky trik bola 0.5



Dakujem za pozornost



